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Resumen

En este trabajo se propone un controlador con es-
timación de parámetros enfocada a sistemas no li-
neales, desconocidos y cambiantes en el tiempo.
Se presenta un algoritmo de aprendizaje en línea
para estimar las ecuaciones del sistema y un con-
trolador que usa esta información para estabilizar
la planta. Para ello, se han combinado un obser-
vador no lineal y un estimador de parámetros con
técnicas de optimización dispersa. En el algoritmo
hay dos fases diferenciadas: la fase de aprendiza-
je, donde se aprenden en línea las funciones des-
conocidas, y la fase de ejecución, donde se con-
trola la planta con unos objetivos preestablecidos.
El algoritmo propuesto es capaz de decidir de for-
ma autónoma en qué fase se encuentra, mediante
una métrica de aprendizaje. Este algoritmo se ha
validado por simulación numérica en una planta
roto-magnet.

Palabras clave: Observador de alta ganancia
extendido, estimación de parámetros dispersa,
métrica de aprendizaje.

1. Introducción

Actualmente, más del 90% de los controladores de
la industria son del tipo PID [1]. Su popularidad
es resultado de su simplicidad, funcionalidad clara
y aplicabilidad. Sin embargo, encuestas recientes
[2] muestran que las prestaciones de esta tecno-
logía no son suficientes para atajar los problemas
o las tendencias actuales y es necesario desarro-
llar nuevos algoritmos que sustituyan o mejoren el
PID.

Una de las limitaciones del PID es su dificultad
de sintonía en presencia de no linealidades. En la
práctica, los factores no lineales se consideran co-
mo perturbaciones a dominar por el controlador.
Esta estrategia conlleva diseñar controladores de-
masiado conservadores con bajas prestaciones du-
rante el transitorio. Actualmente, este hecho no es
un factor limitante, ya que la mayoría de contro-
ladores tienen como objetivo mantener una salida
cerca de un punto de equilibrio. En este contex-

to, las no linealidades tienen un peso muy bajo en
la dinámica del sistema y el PID es una opción
más que suficiente. Sin embargo, cada vez se re-
quiere de algoritmos que sean capaces de seguir
trayectorias complejas y operar lejos del punto de
equilibrio del sistema. Es en esta situación donde
la linealidad del PID limita las prestaciones del
sistema y es necesario desarrollar algoritmos que
trabajen con sistemas no lineales.

El control de sistemas no lineales es un campo que
se lleva estudiando desde hace décadas [3]. Pese a
los numerosos resultados de aplicaciones prácticas,
existen diversos factores que limitan su aplicación
directa en la industria. Primero, muchos algorit-
mos asumen un conocimiento exacto de todos los
estados del sistema [4]. Este supuesto no es rea-
lista, ya que en la práctica sólo se dispone de la
información de unos pocos sensores. Segundo, mu-
chos algoritmos suponen un conocimiento exacto
del modelo del sistema [5]. Este supuesto incre-
menta el coste económico del controlador, ya que
requiere una identificación previa del sistema.

Este trabajo presenta un algoritmo de control de
sistemas no lineales que pretende relajar las res-
tricciones mencionadas. En primer lugar, el algo-
ritmo incorpora un observador que estima los es-
tados del sistema y la incertidumbre del modelo.
En teoría, este elemento soluciona las limitacio-
nes aludidas del control no lineal. Sin embargo, se
muestra que el observador ofrece bajas prestacio-
nes en presencia de mucha incertidumbre.

Por eso, en segundo lugar, se complementa el ob-
servador con un algoritmo que estima el modelo
matemático del sistema en línea. Este paso se rea-
liza comúnmente asumiendo que el modelo tiene
forma de regresión lineal y aplicando un algorit-
mo de mínimos cuadrados recursivos [6]. Sin em-
bargo, este tipo de algoritmo es frágil ante la in-
certidumbre en el regresor [8]. Es decir, si alguna
función del regresor es desconocida, el algoritmo
presentará muy baja precisión. En consecuencia,
este trabajo propone un método para estimar las
funciones del regresor. La idea es considerar un
vector de "funciones candidatas"que pueden o no
aparecer en el sistema y estimar los parámetros de
este vector mediante regresión lineal dispersa.



Finalmente, a diferencia de muchas técnicas de
aprendizaje [9], el algoritmo propuesto incorpora
una métrica que le permite cuantificar la preci-
sión de los parámetros estimados. Mediante esta
métrica se podrá discernir entre una fase de apren-
dizaje, en la que el controlador está aprendiendo
el sistema, y una fase de ejecución, en la que el
controlador sigue la referencia deseada. Además,
el controlador se complementa con la información
de la métrica para robustecer el algoritmo ante la
diferencia entre el modelo aprendido y la realidad;
así se puede garantizar la estabilidad durante la
fase de aprendizaje.

Este trabajo está organizado de la siguiente for-
ma. En la sección 2, se formula el problema ma-
temático a resolver. En la sección 3, se presenta
el algoritmo de control. En la sección 4, se valida
numéricamente el algoritmo en una planta roto-
magnet. Finalmente, en la sección 5 se presentan
las conclusiones del trabajo.

2. Formulación del problema

Este trabajo considera sistemas de orden n no li-
neales con una entrada y una salida representadas
a través de la siguiente forma canónica:

ẋi = xi+1, i = 1, . . . , n− 1

ẋn = φ(x) + u (1)
y = x1,

donde x = [x1, . . . , xn]> ∈ Rn son los estados,
u ∈ R es la entrada, y ∈ R es la salida mesurable
y φ(x) es una función posiblemente no lineal.
Nota 2.1. Si se cumplen ciertas condiciones,
cualquier sistema de grado relativo n se puede
transformar a la forma (1) a través del cambio
de coordenadas adecuado [5].

El objetivo principal del trabajo es diseñar un con-
trolador que a través de la señal de control, u, haga
el origen del sistema (1) estable, es decir, tal que

ĺım
t→∞

x = 0.

Nota 2.2. Todos los resultados que se proponen
en este trabajo siguen siendo válidos si, en lugar
de estabilizar la planta en el origen, se desea que
la salida converja a una trayectoria yref predefini-
da y posiblemente no constante. Sólo es necesario
realizar un cambio de coordenadas [10]. Para más
detalles, consultar la sección 4.

Este problema se ha estudiado en profundidad en
la literatura de control no lineal [3]. Una solución
relativamente sencilla consiste en cancelar las no
linealidades del sistema mediante la acción de con-
trol, u. De esta manera, el sistema resultante es

completamente lineal y se puede controlar con al-
goritmos de control lineales. En concreto, si se in-
troduce la siguiente señal de control

u = −φ(x) + v, (2)

el sistema (1) se transforma en

ẋi = xi+1, i = 1, . . . , n− 1

ẋn = v (3)
y = x1,

el cual es completamente lineal de v a y y se pue-
de controlar con un controlador de realimentación
lineal de estados.

La diferencia entre este trabajo y los resultados
existentes en la literatura aparece al considerar el
siguiente escenario. En lugar de suponer que se
conoce exactamente la función φ(x) [11], que es
un supuesto muy restrictivo, se asume que perte-
nece a una librería de funciones sobre-completa
conocida, ψ(x)θ, la cual cumple las siguientes ca-
racterísticas:

ψ(x) ∈ R1×q es un vector de funciones cono-
cido y θ ∈ Rq×1 es un vector de parámetros
desconocido y a estimar por el algoritmo.

La base de funciones cumple ψ(x)θ =
φ(x) ∀x.

El vector θ es disperso. Es decir, tiene mu-
chos elementos iguales a cero.

Por ejemplo, ψ(x)θ podría ser una librería de fun-
ciones candidatas que podrían (o no) aparecer en
la planta real.

Al considerar este escenario, aparecen diversas li-
mitaciones que impiden implementar muchas de
las soluciones de la literatura. Primero, los estados
x no son conocidos: por tanto, se tienen que esti-
mar a través de un observador. Segundo, el vector
θ no es conocido. En consecuencia, se tienen que
estimar estos parámetros en línea para poder im-
plementar el controlador (2). Finalmente, el punto
más importante es que, como θ es disperso, el vec-
tor ψ(x) nunca presentará la excitación suficiente
para poder estimar los parámetros θ [6]. Por eso,
algoritmos de estimación de parámetros, como los
mínimos cuadrados recursivos, no se pueden utili-
zar en este escenario. Este punto se discutirá con
más detalle en la subsección 3.2.

El objetivo de este trabajo es presentar un algo-
ritmo de control que sea capaz de operar con un
vector de parámetros θ disperso y sólo midiendo
la salida del sistema.



3. Propuesta de solución

La solución propuesta se compone de tres partes.
Primero, un observador no lineal que estima los
estados del sistema. Segundo, un estimador de pa-
rámetros basado en regresión lineal dispersa, que
a partir de las estimaciones del observador pue-
de estimar los regresores y los parámetros de la
planta real. Finalmente, una métrica que indica al
sistema cuándo aprender los parámetros y cuándo
ejecutar el control deseado.

3.1. Observador de alta ganancia
extendido

El observador no lineal utilizado en el trabajo es el
observador de alta ganancia extendido [10]. A di-
ferencia de otros observadores, tiene como ventaja
que, además del vector de estados, también estima
la incertidumbre del modelo. La incertidumbre, σ,
es la diferencia entre la función desconocida y el
modelo matemático:

σ = φ(x)−ψ(x)θ̂, (4)

donde θ̂ es una estimación de los parámetros θ.

Con la ecuación (4) el sistema (1) se puede rees-
cribir como:

ẋi = xi+1, i = 1, . . . , n− 1

ẋn = ψ(x)θ̂ + σ + u (5)
y = x1.

En este tipo de sistemas, un observador de alta
ganancia extendido es una copia del sistema más
un factor proporcional al error entre la salida del
sistema, x1, y la salida del sensor, y:

˙̂xi = x̂i+1 +
αi
εi

(y − x̂1), i = 1, . . . , n− 1

˙̂xn = ψ(x̂)θ̂ + σ̂ + u+
αn
εn

(y − x̂1) (6)

˙̂σ =
αn+1

εn+1
(y − x̂1)

donde ψ(x̂)θ̂ es una estimación de la función des-
conocida φ(x) que se desarrollará en la subsección
3.2.

El observador incluye un estado extra, σ̂, el cual
es una estimación de la incertidumbre del modelo,
σ.

Los parámetros a especificar para el observador
son las constantes αi y la constante ε. Por un lado,
las constantes αi determinan el comportamiento
transitorio del error de estimación, i.e. x̃ = x −
x̂. Para que este error converja a cero hay que
diseñar las constantes αi de tal forma que todas

las raíces del siguiente polinomio presenten parte
real negativa:

sn + α1s
n−1 + · · ·+ αn−1s+ αn. (7)

Por otro lado, el parámetro ε es una constante po-
sitiva que determina las prestaciones del observa-
dor. Si escogemos un valor de ε demasiado peque-
ño, amplificamos el efecto del ruido y el fenómeno
de pico [12][13]. Por el contrario, si escogemos un
valor demasiado grande, amplificamos el efecto de
la incertidumbre y ralentizamos la dinámica del
observador, por lo que el error de estimación va a
converger más lentamente. No hay ningún método
directo para determinar el valor óptimo del pará-
metro; en la práctica, se busca un equilibrio de las
prestaciones del observador.

3.2. Estimador de parámetros disperso

Una parte esencial del observador y el controla-
dor es la necesidad de estimar los parámetros θ̂.
Este no es un problema sencillo, ya que sólo se
dispone de la información del sensor y, y los pa-
rámetros, θ, no están directamente relacionados
con esta señal. Sin embargo, la estructura del ob-
servador propuesto (6) se presta a simplificar este
conflicto. En concreto, a través de la definición de
σ (4) se puede deducir la siguiente relación:

Y , σ +ψ(x̂)θ̂ = ψ(x)θ. (8)

Nótese que (8) es una regresión lineal en los pará-
metros. Sin embargo, el valor de σ no es conocido:
sólo se dispone de la estimación σ̂ realizada por
el observador. En consecuencia, sólo se tiene una
aproximación de la regresión anterior:

Ŷ , σ̂ +ψ(x̂)θ̂ = ψ(x)θ − [σ − σ̂]. (9)

Para estudiar la validez de la regresión (9) es im-
portante remarcar dos puntos. Primero, si la esti-
mación de la incertidumbre es precisa, i.e. σ− σ̂ ≈
0, la regresión (9) converge a la regresión ideal (8).
Segundo, cuanto mayor sea la precisión de la es-
timación de los parámetros, θ̂, mayor será la pre-
cisión de la estimación de la incertidumbre σ̂. En
consecuencia, al resolver iterativamente la regre-
sión lineal (9) e inyectar iterativamente los resul-
tados en el observador (6), se puede conseguir una
estimación x̂, θ̂ y σ̂ que converja al valor real.

El único punto que queda por clarificar es como es-
timar los parámetros, θ̂, de la regresión (9). En la
estructura de (9) es común implementar un algo-
ritmo de mínimos cuadrados recursivos [6][7]. Es
decir, implementar un algoritmo que resuelva la
siguiente optimización

mı́n
θ
‖Ŷ −ψ(x̂)θ‖2, (10)



donde ‖ · ‖2 es la norma 2.

Es bien sabido que el algoritmo de mínimos cua-
drados converge al valor real si el vector ψ(x̂)
cumple con cierta condición de excitación [6]. Esta
condición establece que las trayectorias del siste-
ma son "suficientemente ricas", de forma que sólo
exista una única solución de parámetros, θ, que
explique la trayectoria.

Sin embargo, en este trabajo se consideran vecto-
res θ dispersos. Por tanto, la función ψ(x)θ con-
tiene muchas más funciones de las necesarias para
explicar la trayectoria del sistema. En este con-
texto, aunque la base de funciones mínimas pue-
da cumplir la condición de excitación [6], la base
sobre-completa ψ(x), en general, nunca cumplirá
esta condición.

Por eso, es necesario estimar los parámetros de la
regresión lineal (9) con un algoritmo distinto a los
mínimos cuadrados recursivos. La idea es incorpo-
rar la propiedad de dispersión de θ en la estima-
ción de parámetros. Por eso, se incorpora un factor
de regularización que penaliza la norma-1 de los
parámetros. En concreto, se resuelve el siguiente
problema:

mı́n
θ
‖Ŷ −ψ(x̂)θ‖2 + λ|θ|1, (11)

donde λ es un parámetro positivo a sintonizar y
‖ · ‖1 es la norma 1.

Para más detalles sobre este tipo de optimización,
se remite el lector a la referencia [14].

3.3. Métrica de aprendizaje

El algoritmo divide el control en línea en dos fa-
ses diferentes: una fase de aprendizaje en la que se
estima la función desconocida del sistema, y una
fase de ejecución en la que se controla el siste-
ma para conseguir unos objetivos preestablecidos.
No se pueden estimar parámetros constantemen-
te, sino que es necesario dividir el algoritmo en
dos fases, ya que en el aprendizaje es preciso que
la trayectoria de las variables de estado x cumpla
la condición de excitación permanente. En algu-
nas ocasiones se tiene que excitar externamente
el sistema en esta fase para conseguir una buena
estimación de los parámetros.

Se ha diseñado una métrica de aprendizaje,M , pa-
ra que el algoritmo distinga de forma autónoma en
qué fase del control en línea debe estar el sistema.
El cálculo de la métrica se basa en la estimación
de la incertidumbre, σ̂, que nos proporciona el ob-
servador (6). La métrica nos permite cuantificar la
incertidumbre del sistema en un espacio de tiempo

T y se calcula de la siguiente forma:

M =

∫ t+T
t
|σ̂filtrado| · dt

T
. (12)

Si el valor la métrica de aprendizaje es alto impli-
ca que hay bastante incertidumbre en el sistema
y que no se tiene una buena estimación de los pa-
rámetros. El algoritmo calcula la métrica cada T
segundos, y evalúa si se encuentra por debajo del
umbral de lo que consideramos una buena estima-
ción. Si es así, el sistema pasa a la fase de ejecu-
ción; si no, es que ya se encontraba en ella. Por lo
contrario, el sistema salta a la fase de aprendizaje;
si no, es que ya se encontraba en ella.

En la fase de aprendizaje se realizan iteraciones
que duran un tiempo T , en las que se estiman los
parámetros θ̂. Al final de cada iteración se calcula
la métrica de aprendizaje M para evaluar si se
tiene que seguir aprendiendo el sistema; si es así,
se actualizan las estimaciones de parámetros en el
observador (6) y en el controlador (13). En la fase
de ejecución también se calcula el parámetro de
aprendizaje cada cierto período de tiempo T para
detectar si la planta real ha cambiado.

3.4. Controlador final

El controlador final realimenta a la entrada del
sistema (5) la siguiente señal de control:

u = v −ψ(x̂)θ̂ − σ̂, (13)

donde la señal v corresponde a un controlador de
realimentación lineal de estados, y determina la
evolución temporal de la salida del sistema linea-
lizado. La estimación de la incertidumbre, σ̂, y la
estimación de los estados usada en v y en el vec-
tor de funciones, ψ(x), provienen del observador
de alta ganancia extendido. Estas estimaciones se
van actualizando constantemente para seguir la
trayectoria de los estados reales. Por último, la
estimación de los parámetros, θ̂, proviene del esti-
mador. La estimación de parámetros se actualiza
al final de cada iteración de la fase de aprendiza-
je; si el sistema está en la fase en ejecución, no
se actualiza porque la estimación ya se considera
buena.

Con esta señal de control (13), por un lado se con-
sigue controlar el comportamiento del sistema li-
nealizado con la señal v de realimentación de los
estados. Por otro lado, se cancelan exactamente
las no linealidades y la incertidumbre del sistema,
haciéndolo así un controlador más robusto que un
PID tradicional.



Figura 1: Estructura de la planta roto-magnet

4. Validación numérica

El algoritmo propuesto se ha validado con la plan-
ta roto-magnet [16]. En esta sección, se va a expli-
car cómo es y qué características tiene, y posterior-
mente se va a mostrar un ejemplo de simulación
aplicando el algoritmo propuesto.

4.1. Explicación de la planta

La planta roto-magnet está diseñada para ser con-
trolada con fines educativos. Esta planta es un sis-
tema mecatrónico que está compuesto por: un mo-
tor DC, una barra giratoria, un imán permanente
y dos electroimanes fijados. Más concretamente, el
imán permanente con dos polos magnéticos opues-
tos está montado encima de la barra giratoria. Los
dos electroimanes, con campos magnéticos dife-
rentes, están fijados cerca de la barra, como se ve
en la Fig. 1. El pequeño motor DC, situado deba-
jo de la mesa experimental, está unido a la parte
inferior de la barra.

Durante el funcionamiento del motor DC, la inter-
acción entre el imán permanente y los electroima-
nes fijados crea un campo magnético. Este campo
magnético causa un par pulsante Γp en el movi-
miento de la barra, que depende de la posición
angular relativa Θ entre la barra y los electroima-
nes.

Para tener la misma nomenclatura que en los sis-
temas anteriores, se considera que el ángulo Θ es
el estado x1, y que la velocidad angular es el esta-
do x2. La salida de la planta es el ángulo relativo
entre los imanes, que se mide con un sensor de
posición angular.

El modelo de esta planta puede describirse como
[15]:

ẋ1 = x2

ẋ2 = −α1x2 + Γp(x1) + α2u (14)
y = x1,

donde α1 y α2 son dos constates relacionadas con
la fricción, y u es la acción de control que repre-

senta el par del motor. En algunos trabajos [15]
el par pulsante puede ser definido como la suma
de un seno y un coseno dependientes del ángulo
Γp(x1) = δsin(kx1) + γcos(kx1).

Esta planta presenta dos problemas. El primero es
que los parámetros α1, δk, γk y la frecuencia k de
las sinusoidales son difíciles de estimar. El segundo
es que, cuando los electroimanes fijos se desactivan
y no generan un campo magnético, el par pulsante,
Γp, es igual a cero. En este trabajo se asume que el
controlador no tiene ninguna información sobre la
activación o desactivación del campo electromag-
nético. Entonces, el algoritmo tiene que, por un
lado, ser capaz de calcular los parámetros descono-
cidos, y por otro, detectar si el campo magnético
está activo e incluir (o no) las funciones sinusoi-
dales de frecuencia desconocida en el modelo de la
planta.

Este problema se puede formular en el contexto de
optimización dispersa planteada en este trabajo.
Este hecho se presenta en detalle en la siguiente
sección.

4.2. Aplicación del algoritmo

A continuación, vamos a ver los diferentes pasos
a seguir para aplicar el algoritmo en un ejemplo
para conseguir que el ángulo x1 de la barra gira-
toria del roto-magnet siga una trayectoria angular
predefinida y no constante. El algoritmo se divide
en dos partes.

La primera parte consiste en diseñar los diferentes
elementos del sistema: el observador, el controla-
dor y la librería de funciones.

Paso 1. Se define la librería de posibles funciones.
Las únicas informaciones de las que se dispone es
que hay fricción en el sistema y que el par pulsan-
te es una suma de sinusoidales que dependen del
ángulo. Por esto se incluye el ángulo, la velocidad
angular y sinusoidales de diferentes frecuencias en
la librería de posibles funciones:

ψ(x) = [x1, x2, sin(x1), sin(
x1
2

)

sin(
x1
3

), cos(x1), cos(
x1
2

), cos(
x1
3

)]. (15)

Nótese que en esta librería sólo tres factores apa-
recen realmente en la planta. Estos son: x2, sin(x1)
y cos(x1).

Paso 2. Se diseña el observador de alta ganancia
extendido (6), asignando los valores a las constan-
tes: α1 = 15, α2 = 75, α3 = 125 y ε = 0,55.

Paso 3. Se diseña el controlador (13), donde la ac-
ción proporcional es v = −[3 3,5]x̂, que estabiliza
los polos del sistema linealizado en −1 y −1,5.



Paso 4. Como se desea que la salida la planta
converja a una trayectoria no constante, se reali-
za un cambio de coordenadas en las variables de
estado de los componentes definidos en los pasos
anteriores:

x̄1 = x1 − yref
x̄2 = x2 − ẏref , (16)

donde la trayectoria a seguir por el ángulo x1 del
roto-magnet es:

yref (t) = sin(t) + 2 sin

(
t

2

)
+

3

2
cos(t). (17)

La segunda parte del algoritmo consiste en deter-
minar cómo funcionan las fases de aprendizaje y
de ejecución del control en línea. La fase de apren-
dizaje consiste en hacer iteraciones en las cuales
se estiman los parámetros. En cada iteración, pri-
mero se aplica la optimización dispersa (11) para
recuperar la base de funciones que realmente apa-
rece en la planta, y luego la optimización de los
mínimos cuadrados (10) para mejorar la estima-
ción de los parámetros.

Paso 5. Se tiene el modelo de regresión:

Ŷ = ψ(x̂)θ̂. (18)

En cada iteración se toman m medidas en línea
de las variables Ŷ y de las funciones de la librería
(15), a partir de las estimaciones del observador.
Estas medidas conforman las matrices Ŷ y Ψ̂ de
tamaño mx1 y mx8, respectivamente, con las que
se resuelve el problema de optimización (11). Se
sintoniza el parámetro λ que minimiza el error de
regresión y el numero de funciones regresoras. Co-
mo resultado de la optimización se obtiene una
estimación de los parámetros θ dispersa, ya que
se minimiza el número de funciones de la librería
(15) que aparecen en el modelo de regresión (18).

Paso 6. Se aplica la optimización de mínimos cua-
drados (10), sólo considerando las columnas de la
matiz Ψ̂ que corresponden a los regresores que han
obtenido una estimación de su parámetro diferen-
te de cero en el paso 5. Como resultado se obtiene
una mejor estimación de los parámetros, ya que en
los mínimos cuadrados sólo se minimiza el error
de regresión. Así se consigue un modelo, ψ(x)θ,
de la función desconocida, φ(x), con las funcio-
nes regresoras más importantes. Este modelo se
actualiza en el observador y en el controlador al
final de cada iteración de la fase de aprendizaje.

Paso 7. Se tiene que definir el umbral de la métri-
ca de aprendizaje que indique al sistema cuándo
aprender la función desconocida y cuándo ejecu-
tar el control preconcebido. Se calcula la métrica
M cada 25 segundos, que en el caso de estar en la

Figura 2: Evolución de las estimaciones θ̂ y de la
métrica M entre los segundos 125 y 150

fase de aprendizaje coincide con la duración de las
iteraciones. Esta ventana de tiempo de 25 segun-
dos se ha escogido teniendo en cuenta la dinámica
de la referencia a seguir (17). Si el valor de la mé-
trica está por encima de 2,5, se tiene que estar en
la fase de aprendizaje porque hay incertidumbre
en el sistema. En cambio, si la métrica está por
debajo de 2,5, se ejecuta el control preestablecido
sin estimar los parámetros. Se ha elegido el umbral
2,5 porque, por debajo de él, tenemos una buena
estimación ψ(x̂)θ̂ de la función desconocida φ(x).

4.3. Resultados

Para hacer la simulación se considera que los pa-
rámetros desconocidos de la planta (14) son: α1 =
−2, α2 = 1, δ = −1, γ = 1,5 y k = 1. Se asig-
nan los parámetros de la planta real para realizar
la simulación, pero el algoritmo no los conoce. Se
simulará que los electroimanes generan un campo
magnético los primeros 275 segundos y que luego
se desactivan. El controlador desconoce el tiempo
de desactivación.

En el inicio de la simulación, se considera el si-
guiente modelo inicial de la función desconocida,
que se usará en el observador y el controlador:

ψ(x)θ̂ = −x1− sin(
x1
2

) + 0,5 cos(
x1
2

) + 2 cos(
x1
3

).

Nótese que el modelo inicial no incluye las mismas
funciones que el modelo real (14). El controlador
deberá ser capaz de notar esta discrepancia y, de
forma autónoma, aprender las funciones que real-
mente aparecen en el sistema.

Del segundo 0 al 125, el algoritmo realiza 5 itera-
ciones en la fase de aprendizaje. Se puede ver la
evolución de la estimación de los parámetros y de
la métrica en la Fig. 2. En la quinta iteración el
sistema pasa a la fase de ejecución ya que el valor
de la métrica de aprendizaje es menor que 2,5. La



Figura 3: Evolución de x1 y yref entre los segundos
125 y 150

Figura 4: Evolución de las estimaciones θ̂ y de la
métrica M entre los segundos 275 y 375.

estimación final de la función desconocida que se
usa en el observador y el controlador es:

ψ(x)θ̂ = −1, 99x2 − 1, 01 sin(x1) + 1,50 cos(x1).

En el segundo 125 empieza la fase de ejecución,
donde el control del sistema funciona correctamen-
te, como se puede apreciar en la Fig. 3.

El sistema se encuentra en la fase de ejecución has-
ta el segundo 300. Entre los segundos 275 y 300,
la métrica M se dispara a un valor de 44,7, lo que
significa que se han desactivado los electroimanes
y que la planta real ha cambiado. En consecuencia,
el algoritmo vuelve a entrar en la fase de aprendi-
zaje, y se hacen 4 iteraciones en esta fase. Se puede
ver la evolución de la estimación de los parámetros
y de la métrica en la Fig. 4.

En el segundo 375 la métrica pasa a valer 2,46, y se
considera que se han aprendido las ecuaciones del
roto-magnet sin las sinusoidales correspondientes
al par pulsante (14). La estimación de la función
desconocida es:

ψ(x)θ̂ = −1,99x2.

El sistema vuelve a la fase de ejecución entre los
segundos 375 y 500, que acaba la simulación. El

sistema se controla correctamente ya que en este
periodo de tiempo el seguimiento de la referencia
es similar al de la Fig. 3.

5. Conclusiones

En este trabajo se ha propuesto un controlador
para sistemas no lineales, con planta desconoci-
da y cambiantes en el tiempo. Se asume que las
funciones de la planta son desconocidas y sólo se
dispone de una librería de posibles "funciones can-
didatas". Se propone un algoritmo que combina
un observador de alta ganancia extendido con una
optimización dispersa para así recuperar las fun-
ciones reales de la planta a la vez que se garantiza
la estabilidad de la planta durante el aprendizaje.
Además, se diseña una métrica que nos permite
cuantificar la precisión del modelo. El algoritmo
se ha validado mediante simulación numérica en
una planta roto-magnet.
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English summary

Nonlinear adaptive control with
sparse identification

Abstract

This work presents a controller with pa-
rameter estimation focused on non-linear,
unknown and time-variant systems. The
proposal consists of an on-line learning al-
gorithm to estimate the system equations,
and a controller that uses this information
to stabilize the plant. Our approach is to
combine a non-linear observer and a para-
meter estimator using sparse optimization
techniques. The resulting algorithm opera-
tes in two stages: the learning stage, whe-
re unknown functions are learned on-line,
and the execution stage, where the plant is
controlled with pre-established objectives.
The proposed algorithm can autonomously
decide what is its current stage by using
a learning metric. We have validated our
algorithm using numerical simulation in a
roto-magnet plant.



Keywords: extended high gain observer,
sparse parameter estimation, learning me-
tric.
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